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基于半监督YOLO11集装箱损伤的检测方法

摘 要
	对于集装箱在运输使用过程中易出现凹陷、穿孔、锈蚀等损伤，而人工巡检效率低、漏检率高的问题，本文提出一种基于标注区域背景提取与伪标签补全的半监督YOLO11集装箱损伤检测方法。
针对问题一：我们通过标注区域背景提取构建伪负样本，用于是否有损伤的分类。我们对训练数据中的缺陷标注信息进行解析，构建背景区域划分策略，从含有缺陷的图像中提取损伤外部区域作为伪负样本，以解决任务一中无损伤样本匮乏的难题。最后采用YOLO11-cls模型进行二分类训练。
针对问题二：我们采用伪标签补全 + 半监督自训练策略增强YOLO11，对弱类缺陷提升检测能力，将高置信度预测框筛选并与人工标注融合，实现对锈蚀等弱类缺陷以及明显的其他类漏标补全。随后，以教师模型最优权重初始化学生模型，基于混合标签集进行半监督自训练优化，提升模型对难检小目标的感知能力。实验结果表明，本文方法在集装箱损伤检测任务中具有良好的检测精度与鲁棒性，尤其在锈蚀等微小缺陷的召回能力方面具有显著提升。实验性能数据将在后续补充
针对问题三：
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一、问题重述
1.1 问题背景
随着全球贸易的快速发展，集装箱作为国际货物运输的核心载体，被广泛应用于海运、陆运及多式联运环节。长期的装卸、堆叠、运输过程中，集装箱常常受到机械冲击、腐蚀、变形等外力作用，导致箱体外表面产生裂纹、凹陷、穿孔、锈蚀等不同类型的损伤。这些破损不仅会影响集装箱的结构强度与密封性能，造成货物泄漏、污染或丢失，还可能引发运输安全事故以及造成经济损失。因此，如何实现对集装箱破损的高效、准确、标准化检测，已成为港口运输管理与国际物流安全中的关键问题。
传统的集装箱破损检测主要依赖人工巡检或简单图像比对，存在检测效率低、主观性强、环境适应性差等问题，难以满足港口自动化和大规模作业的需求。近年来，随着计算机视觉与深度学习技术的迅速发展，基于图像识别的自动检测方法成为研究热点。随着港口自动化、智能化的发展，通过固定摄像头或龙门吊摄像头自动采集集装箱图像已成为可能。通过引入卷积神经网络（CNN）、目标检测模型（如YOLO、Faster R-CNN 等），可以在复杂背景下自动识别多类型破损，实现集装箱状态的智能化评估和实时监测，为智慧港口建设和安全运输提供了技术支撑。
1.2 任务目标
1 .分类任务：结合给出的图像文件，提取图像特征，建立一个模型判断该集装箱图像是否存在任何形式的残损。
2. 检测与分割任务：如果存在残损，需要定位到残损所在的位置，并识别出残损的具体类别。
3. 模型评估：对于上述问题1，2 中建立的模型，试从不同的维度进行评估。
二、问题分析
2.1问题一的分析
问题一的目标是判断输入集装箱图像中是否存在任意形式损伤，其本质是二分类问题将采集到的集装箱图片分为有损伤和无损伤。
该任务存在以下几个难点：1.需要结合给出的图像问文件，数据集中原始标注只包含损伤区域框标注，并未提供无损伤的完整样本标记。2.对于锈蚀、微小凹陷等缺陷，其对整体图像影响弱这会，导致模型易误判为无损伤集装箱
由于原始数据仅对损伤目标进行位置标注，并未提供无损伤样本标签，若直接训练分类模型将产生样本类别严重缺失与模型偏置。为解决此问题，本文提出基于标注区域背景提取的伪负样本构建策略，并结合 YOLO11-cls 模型建立稳健的损伤判别系统。
	
2.2问题二的分析
	问题二的目标是精确定位并区分损伤类型，其本质是多类别目标检测。
	该任务的难点在于：1. 锈蚀类分布细碎、纹理弱，训练困难。2.标注高度依赖人工经验，所给训练数据存在漏标， 未标注或弱标签样本会使模型学习效率下降，甚至影响精度。3.数据分布偏斜，所给出数据中dent标注数量远高于hole，可能导致模型学习不平衡。
	针对竞赛数据中 Rusty（锈蚀）弱样本稀缺、大量漏标、目标尺度小 等难点，若直接使用监督式训练会导致显著的召回率不足。为此，本文采用 YOLO11 检测网络作为基础模型，并引入 Teacher–Student 半监督伪标签补全策略与数据加权机制，实现弱类增强与标签修复。
	
3.3问题三的分析
	问题三要求对任务一、任务二中构建的模型从多维度进行系统分析。对于图像损伤与否的分类模型，需重点关注分类准确率、精确率、召回率等指标，以衡量模型对于微小损伤图像的识别能力。对于具体损伤类别的检测模型，则需结合​及各类别召回率以及小目标检测性能进行综合评价，以反映模型在不同损伤类型、不同尺度目标上的检测能力。同时考虑模型推理速度（FPS）、阈值鲁棒性与交叉验证稳定性等工程性能指标，以确保模型在实际部署场景中的可用性。通过该多层次、多指标的评估体系，可以客观量化半监督 YOLO11 模型的综合表现，为损伤检测系统的落地应用提供充分依据。
三、模型假设
1. 假设标签基本可信
训练数据中已有的人工标注总体上是准确的，即使存在漏标或轻微偏差，其正确性远高于模型初期预测结果。因此，人工标注作为教师模型的主要监督来源是合理的。
2. 假设伪标签高置信可靠性
教师模型在较高置信度阈值下输出的预测框，大概率为真实缺陷区域。这一假设允许将伪标签作为有效补充进行训练。
4. 假设背景区域不包含缺陷
由标注区域外提取的图像块，若与任何 GT 框的 IoU 极小（如 <0.01），可视为无损伤区域。因此，可以该假设构建的伪负样本
四、符号说明
	符号
	含义

	
	输入集装箱图像

	
	训练样本集合

	
	人工标注标签集合

	
	教师模型生成的伪标签集合

	
	标签融合后的最终训练标签集合

	
	教师模型（YOLO11检测器）

	
	学生模型（YOLO11检测器）

	
	缺陷类别集合

	
	第 (i) 个检测框的预测类别

	
	第 (i) 个检测框的类别置信度分数

	
	YOLO格式的第 (i) 个预测框中心坐标与宽高

	
	第 (i) 个预测框的左上和右下角坐标（像素级）

	
	交并比（Intersection over Union）匹配准则

	
	模型可训练参数集合

	
	总损失函数

	
	分类损失

	
	边界框回归损失

	
	

	
	学生模型损失函数

	
	分类任务阈值

	
	伪标签损失权重因子

	
	检测平均精度评价指标

	
	召回率



	

五、问题一模型建立与求解
	
（1）伪负样本构建
对于包含人工标注缺陷的图像，根据 YOLO 标注框位置，将其余区域视为背景区域。利用小窗口随机采样并与任一缺陷框的 IoU < 0.01 时保留该窗口，再将四个无缺陷小窗口拼接为一张背景图像，作为“无损伤”类别样本。正样本则对原图缩放得到。最终获得数量平衡的有/无损伤样本集合，有效填补无标签数据缺口。
图像中的人工标注框集合记为 。
若随机裁取小窗口区域 满足：


则认为该区域为无损伤背景区域。
本文取 。
最终四个背景区域拼接生成负样本：


（2）分类模型选择与训练
模型采用 YOLO11-Cls，YOLO11-Cls 是Ultralytics于 2024 年发布的 YOLO11 系列中的图像分类专用模型。其核心基于改进后的 YOLO 全卷积视觉骨干网络（Backbone）结构，通过深层特征提取与多尺度融合机制，实现对目标语义类别的高效识别其具备高效的卷积特征提取结构与迁移学习能力，可利用预训练权重快速适应此二分类任务。输入图像尺寸统一为 224×224。训练时，优化目标为基于交叉熵的分类损失函数，并使用 AdamW 优化器更新模型参数。
与通用分类网络（如 ResNet、MobileNet）相比，YOLO11-Cls 在实时性能与轻量化方面具有明显优势，适合在边缘设备及工业场景部署。模型结构主要由三部分组成：
1. 高效特征提取骨干（Backbone）
采用改进 C2f 模块与动态卷积结构，提升语义表达能力并减少参数量。
2. 特征融合层（Neck）
通过多尺度特征融合，增强模型对不同区域纹理变化的敏感性，利于细微损伤识别。
3. 分类预测头（Head）
在全局平均池化基础上输出二分类概率 ，进一步通过阈值决策完成损伤与否判别。

[image: ]
（3）决策判别规则
预测概率p(x)为“有损伤”置信度，则最终分类结果定义为：




五、问题二模型建立与求解

1.YOLO11算法
YOLO11（You Only Look Once v11）是 Ultralytics 于 2024 年发布的新一代实时目标检测算法，属于单阶段端到端的检测框架。该系列模型继承了 YOLO 家族在速度与精度方面的优势，同时在特征提取结构与多尺度感知能力方面进行了进一步优化，更加适合工业环境下的小目标实时检测任务。
YOLO11 的网络主要包含 Backbone、Neck 与 Detection Head 三个部分。Backbone 引入了优化后的 C2f、C3k2 与注意力增强特征融合模块，提高了深层特征表达能力，减少信息损失。Neck 采用类似特征金字塔（FPN）的结构进行多层级特征融合，增强网络对不同尺度目标的检测能力，尤其提升对锈蚀等细小缺陷的感知性能。Detection Head 采用 anchor-free 密集预测策略，可直接回归目标位置、置信度与类别概率，实现高效检测推理。
在训练机制上，YOLO11 融合了分布聚焦损失（DFL）与 CIoU 回归策略，通过学习边界分布来提升定位精度，对细粒度区域和边缘轮廓表现更优。同时，采用轻量化网络结构与高效推理优化，使得 YOLO11 能够满足边缘设备与实时监测场景需求。
[image: ]

2.加权采样与弱类增强
为缓解类别不均衡，以及锈类损伤特征难以训练，先在原始人工标注集上执行类别感知的图像级过采样。对每张图像 ，根据其包含的类别集合 C(I)\mathcal{C}(I)C(I) 赋予重复因子

也就是说，
	图像类别组合
	
	重复因子 
	说明

	只有 dent
	{dent}
	1
	正常采样

	dent+hole
	{dent,hole}
	2
	含 hole，弱类优先

	dent+rusty
	{dent,rusty}
	3
	含 rusty，弱类优先

	hole+rusty
	{hole,rusty}
	3
	两类都是弱类

	dent+hole+rusty
	{dent,hole,rusty}
	3
	至少含一个弱类，共用最高权重




据此扩展训练清单，构成过采样后的训练集​。在 与原始标签上训练 YOLO11n，获得验证集指标最优的教师权重best.pt：

该方法等价于提升弱类出现频次与梯度贡献。
3.教师模型训练与预测（Teacher）
为构建高质量指导信号，本文首先训练一个性能可靠的教师检测模型，用于为学生模型提供补全标签。教师模型采用 YOLO11n 结构，并结合弱类过采样策略进行训练。


学生模型最终训练优化：

 

（5）最终推理策略
对于检测结果采用：
· NMS（非极大值抑制）过滤重叠框
· IoU 阈值 = 0.7
· 保留 Top-K 高置信框输出
最终输出每个损伤目标的位置和类别。

（6）方法特点总结（适合结尾）
该方法通过修复人工标注不足，扩充弱类样本，提高小目标与难检测区域召回，不增加额外人工标注成本，显著增强模型在真实港区场景中的鲁棒性与实用性。
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